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Indledning 
En dag besvimede min lillesøster og blev indlagt akut. Hun fik lavet et elektrokardiogram 

(EKG), som viste, at hun havde atrieflimren. Den dag begyndte jeg at læse om atrieflimren. 

Atrieflimren er den hyppigste hjerterytmeforstyrrelse, og forekommer hos 1,5-2,0 % af 

befolkningen1. Atrieflimren kan give hjertebanken, asteni, kronisk åndenød og hjertekramper. 

Atrieflimren femdobler risikoen for apopleksi2 og tredobler risikoen for hjertestop1. Patienter, 

som lider af atrieflimren, har derfor en 1,5-1,9 gange større risiko for at dø tidligt3. Atrieflimren 

koster sundhedssystemer verden over mange penge i behandling, terapi og indlæggelser4. 

Risikoen for atrieflimren stiger markant med alderen og bliver derfor et stadig større 

sundhedsproblem i takt med, at gennemsnitsalderen stiger5. Det interessante er imidlertid, at 

40 % af de patienter, der får konstateret atrieflimren, ikke har nogen symptomer 

(asymptomatisk atrieflimren)6. På trods af at atrieflimren er meget udbredt, er der endnu ingen, 

der ved, hvorfor det kun er nogle patienter, der får symptomer (symptomatisk atrieflimren), og 

man er heller ikke i stand til at forudse, om en patient med atrieflimren er én af dem, som vil 

udvikle symptomer. 

Problemformulering og formål 
Hvis man ved at analysere et EKG kan forudse, om en patient med atrieflimren vil få 

symptomer, kan man sætte ind med behandling tidligere og dermed forhindre de strukturelle 

permanente skader på atrierne, som atrieflimren medfører i længden7. Formålet med mit projekt 

er derfor at undersøge følgende:  

Kan forskellen mellem asymptomatiske og symptomatiske patienter med 

atrieflimren findes i et EKG?  

Deep learning er en metode inden for machine learning, der er inspireret af hjernens neurale 

netværk. “Deep” refererer til, at det kunstige neurale netværk består af mange lag “neuroner”, 

hvilket gør netværket i stand til at finde arbitrært komplekse mønstre i data. Neuronerne er 

matematiske funktioner, som ikke i sig selv er komplekse, men sammensætningen af netværket 

og brug af ikke-lineære funktioner til videresendelse af data gør netværket i stand til at danne 

komplekse forbindelser mellem input og output8. Deep learning har fået stigende betydning 

inden for lægevidenskaben, fordi metoden gør det muligt at finde mønstre i store mængder data 

uden forudgående databehandling, som ellers kræver tid og penge. En særlig type deep learning 
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kaldet “convolutional neural networks” er specielt velegnet til at analysere billeder såsom 

EKG’er9,10,11. Min hypotese er følgende: 

Deep learning gør det muligt at designe et kunstigt neuralt netværk, som ved 

at analysere et EKG fra en patient med atrieflimren kan forudse, om 

patienten vil udvikle symptomer inden for seks måneder. 

Afgrænsning 
Al behandling og forebyggelse starter med en forståelse af sygdommen. Dette projekt sigter 

ikke mod at finde årsager til atrieflimren eller afdække konsekvenserne af atrieflimren. 

Projektet sigter heller ikke mod at finde nye behandlingsmetoder. Projektet har alene til formål 

at opnå en større forståelse af atrieflimren. Målet er at finde ud af, om der er fællestræk eller 

mønstre i hjerterytmen hos patienter med symptomatisk atrieflimren, som ikke kan genfindes 

hos patienter med asymptomatisk atrieflimren. Projektet tager afsæt i den nuværende teoretiske 

forståelse af atrieflimren. Jeg har i min synopsis valgt at bruge en række engelske udtryk, som 

var de danske, frem for at forsøge at finde danske oversættelser, som ingen bruger i praksis. 

Atrieflimren 

Atrieflimren tilhører den type hjerterytmeforstyrrelse, som kaldes en supraventrikulær 

takykardi, som er karakteriseret ved spontane, ukoordinerede depolariseringer af myokardiet12. 

Hjertets forkamre (atrierne) flimrer, og derfor ses ingen regelmæssig P-tak, som repræsenterer 

atriernes sammentrækning13. Hjertets hovedkamre  (ventriklerne) bliver ikke ordentlig fyldt 

med blod og tømmes ikke ordentligt. Det øger risikoen for dannelse af blodklumper  i hjertet 

(trombedannelse)12. Når atrieflimren bliver permanent, kan det ikke længere helbredes7. I 

forbindelse med atrieflimren skelnes der mellem to typer mekanismer: trigger og kredsløb. 

Trigger 

Mekanismen, som igangsætter atrieflimren, kaldes for 

en “trigger”. I de fleste tilfælde er denne trigger en 

pludselig depolarisering af initierende foci i de 

myokardielle ærmer, som strækker sig fra venstre atrium 

og 5-6 centimeter ud i lungevenerne14,15 (se Figur 1). 

Disse initierende foci kan findes hos op til 95% af 
Figur 115. Hjerte fra kadaver. De myokardielle 
ærmers (“myocardial sleeve of pulmonary vein”) 
placering ift. venstre atrium og lungevenen 
(“pulmonary vein”) ses. 
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patienter med paroksystisk eller persisterende atrieflimren12. Den dominerende hypotese er, at 

disse triggere skaber et kredsløb i sårbart atrialsubstrat, der re-exciterer atrierne (“reentrant 

waves”)16.  

Kredsløb 

Der er to teorier om, hvordan sårbart atrialsubstrat fremmer de kredsløb, som vedligeholder 

atrieflimren16. Den ene teori omhandler “reentry rotors”. Reentry rotors er det fænomen, der 

finder sted, når elektriske signaler “roterer” om et enkelt punkt (”phase singularity”) i atrialt 

væv, som ikke bliver elektrisk aktiveret (depolariseret). I stedet depolariseres vævet i et loop 

omkring punktet (se Figur 2). Den anden teori omhandler flere uafhængige “wavelets”. Et 

wavelet er en depolariserende “bølgefront”, hvor der er phase singularities i begge ender af 

bølgefronten17 (se Figur 2).   
 

 

 

 

 

 

 

 

 

 

 

 

 
Figur 27. Konceptuel tegning af de to førende teorier om, hvad der holder atrieflimren i gang (“re-entry”). Til venstre ses 
“leading circle”-teorien, som omfatter disse depolariserende bølgefronter. Til højre ses “spiral wave”-teorien, der omfatter 
disse reentry rotors, som depolariserer vævet omkring phase singulariteten i midten. 
 

Strukturelle ændringer 

Atrieflimren resulterer i elektrofysiologiske, histologiske, strukturelle og morfologiske 

ændringer i atrierne (”atrial remodelling”), som yderligere fremmer atrieflimren16,18,19. Tidlig 

atrieflimren inducerer et positivt feedback-loop, der forstærker sig selv. Derfor spiller triggeren 

en stadig mindre rolle desto længere tid, atrieflimren har stået på, fordi der dannes mere og 

mere sårbart atrialsubstrat, som muliggør disse kredsløb og vedligeholder atrieflimren. 

Efterhånden undergår atrierne en strukturel ændring, der er irreversibel, og permanent 

atrieflimren opstår17. 
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Metode og teori 
Ligesom mennesker der opbygger erfaring, skal 

kunstige neurale netværk trænes med data, før de kan 

producere brugbare resultater. Atrieflimren er et 

elektrisk fænomen, og mit træningsdata vil derfor 

være EKG’er, som er elektriske afbildninger af 

hjertets rytme (se Figur 3). Sammen med EKG’erne 

vil jeg inkludere en EHRA-klassifikation, som er en 

inddeling af grader af symptomer i et skema21. 

EHRA-klassifikationerne benyttes, så modellen kan 

lede efter sammenhænge mellem EKG og 

symptomer.  Et EKG er et billede, og derfor vil jeg 

bruge den bedste deep learning-

klassifikationsalgoritme til billeder22, som er et 

”convolutional neural network” (”ConvNet”).  

ConvNets  

ConvNets er gode til at klassificere 

billeder, fordi arkitekturen af netværket er 

inspireret af den visuelle cortex i hjernen 

(se Figur 4)23,24. Hicks et. al har vist, 

hvordan deres ConvNet er i stand til at 

klassificere EKG’er med højere præcision 

end kardiologer. ConvNets kræver dog 

store mængder data for at blive præcise, 

hvilket er en ulempe. Til gengæld kræver de ikke forudgående ”feature extraction”. Feature 

extraction er reducering af størrelsen af de data, som man vil træne sit netværk på. Uden behov 

for forudgående feature extraction kan man træne sit netværk langt hurtigere. Et ConvNet 

består hovedsageligt af tre typer lag: Input lag, convolutional lag og lag med activation 

functions25. 

 

 

Figur 4 (min modificerede version af billede fra 23). Til venstre ses 
en repræsentation af Hubel og Wiesels resultater fra deres artikel 
fra 196224. Til højre ses en repræsentation af et ConvNet. Det er 
tydeligt, at ConvNets er inspireret af hjernen. 

Figur 3 (min modificerede version af billede fra 20). 
QRS-komplekset. P-takken repræsenterer atriernes 
sammentrækning, Q-takken repræsenterer 
depolariseringen af skillevæggen mellem ventriklerne 
(det interventrikulære septum), R-takken 
repræsenterer sammentrækningen af hjertets 
hovedkamre (ventriklerne) og S-takken repræsenterer 
depolariseringen af fibre, der løber i den modsatte 
retning af det elektriske net i  ventriklerne. Dette 
modsatrettede elektriske net er kendt som Purkinje-
fibre. T-takken repræsenterer re-polariseringen af 
ventriklerne, som gør, at de bliver klar til endnu et 
hjerteslag. Et EKG er målinger af flere QRS-
komplekser lige efter hinanden. 
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Input-lag 

I input-laget laves et input (f.eks. et billede eller en graf) om til en input-tensor. En input-tensor 

er en form for matrix, som kan have 𝑛 dimensioner og dermed indeholde arbitrært store 

mængder data26,27. Et EKG kan f.eks. beskrives som en 2𝐷 tensor, der indeholder 128 kolonner 

med 28 tal i hver (se Figur 5). 

 
Figur 5. Min illustration af EKG som input-tensor. De 28 tal i de 128 kolonner repræsenterer en grayscale-værdi for hver 
pixel. 

Fra input-laget vil input-tensoren blive sendt til det første convolutional lag.  

Convolutional lag 

Et convolutional lag består af kunstige neuroner25 (herefter blot ”neuroner”). Neuroner er 

matematiske funktioner, der ganger hvert tal fra input-tensoren med en vægt for at danne et 

output27. De nye tal, som neuronerne danner, kaldes samlet en output-tensor.  

 

Det smarte ved et ConvNet er, at det ikke tildeler hver neuron én unik vægt, men i stedet 

anvender ”kernels”. En kernel er en matrix af vægte, som glider hen over input-laget og ganges 

af neuronerne med input-tallene. Ved at bruge den samme samling af vægte på hele input-

tensoren kan netværket udvælge/genkende egenskaber i inputtet (”features”), uanset hvor i et 

billede de befinder sig. Netværket anvender flere kernels på den samme input-tensor. Hver 

kernel fokuserer på forskellige features, og dermed dannes flere forskellige output-tensorer. 

Hver output-tensor bliver input til det næste convolutional lag, der gentager processen. Før en 

output-tensor videresendes til det næste convolutional lag, bliver den kørt gennem en 

”activation function” og kaldes herefter et ”activation map”. Meget forenklet kan et ConvNet 

illustreres som følger: 
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Figur 6. Min simplificerede tegning af et ConvNet. Den røde cirkel repræsenterer input-tensoren, de grå cirkler repræsenterer 
activation maps (som er outputs fra tidligere lag og inputs til næste lag), og den lyseblå cirkel repræsenterer det endelige 
output. En mørkere farve af linjerne repræsenterer, at netværket lægger mere vægt på det input, den får herfra. En meget mørk 
linje betyder altså, at der lægges meget vægt på denne forbindelse. Selve cirklernes farve indikerer størrelsen af det ekstra tal, 
som tilføjes, efter output-tensorerne er blevet lagt sammen. Dette tal kaldes for “bias”. Det ses også, at der er fire inputs til 
hver cirkel i det midterste lag. Hvis et lag modtager flere inputs, vil der dannes flere output-tensorer, som til sidst lægges 
sammen for at give den endelige output-tensor25. Det svarer til de grå cirkler. I mit projekt vil disse activation maps være 
modificerede billeder af et EKG.  

 

Anvendelsen af kernels og tillæggelsen af en bias på en tensor kan matematisk beskrives som 

følger: 

 
Figur 7. Matematisk beskrivelse af anvendelsen af kernels og tillæggelse af bias i et convolutional lag. Det 𝑗’te activation map 
(𝐴!) er lig summen af alle inputs i laget forinden (𝑇"), kombineret med de kernels (𝐾!,") som tilhører det 𝑗’te activation map. 
Til sidst tillægges bias (𝐵!) til hvert element i det nye activation map. Dette trin er lineær aktivering. 

Activation functions 

Activation functions er processer, som sker i selvstændige lag mellem de forskellige 

convolutional lag. Activation functions i deep learning er ikke-lineære, og derfor er deep 

learning-modeller i stand til at løse ikke-lineære problemer. Et ikke-lineært system er et system, 

hvor en ændring i input ikke resulterer i en proportional ændring i output. Ligesom 

billedgenkendelse er stort set alle systemer i naturen ikke-lineære.  

 

En meget anvendt ikke-lineær activation function er Rectified Linear Unit (“ReLU”), som kun 

videresender et tal, hvis det er større end nul; ellers videresendes tallet nul (se Figur 8).  
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Andre activation functions har til formål at reducere datamængden og koger den ned til de 

vigtigste egenskaber (“pooling”). Når et activation map bliver kørt gennem et pooling-lag, 

zoomes der f.eks. ind på fire tal ad gangen og udvælges det tal, som opfylder et bestemt kriterie. 

Et eksempel på en typisk pooling er ”max pooling”, hvor kriteriet er, at det største af de fire tal 

skal udvælges.  

 

Der vil også være lag med activation functions, som har til formål at øge hastigheden af 

træningsprocessen ved at normalisere data undervejs og sørge for, at enkelte meget afvigende 

data ikke ender med at få enorm indflydelse på netværkets træningsprocess (“batchNorm”). 

Når man normaliserer data generelt, sørger man for, at alle datapunkter bliver skaleret til at 

passe ind på en lignende skala. Hvis man f.eks. har et sæt data, der indeholder tal fra nul til 

100.000, som skal ses i sammenhæng med et sæt data, der indeholder tal fra nul til 100, så vil 

man skalere alle tal til at være mellem nul og ét. På denne måde undgår netværket at tilskrive 

det ene datasæt mere betydning end det andet og bliver i stedet i stand til at sammenligne dem. 

Selv efter man har normaliseret sine data, kan der ved træning af et netværk opstå en ubalance, 

som får enkelte kernels til at blive ekstremt betydningsfulde. En sådan ubalance vil akkumulere 

gennem netværket og forsinke træningsprocessen. Brug af batchNorm forhindrer dette ved at 

bruge ekstra variabler, som bliver en form for ”buffer”, der sikrer, at netværket bliver trænet 

hurtigere og bliver mere præcist28.  

Figur 8. Min illustration af ReLU-funktionen. Den røde linje viser ReLU-funktionen. Alle inputs mindre end nul bliver returneret 
som nul, og alle inputs større end nul bliver bare returneret. I den forstand er ReLU faktisk lineær på intervallet [0,∞[. Men 
samlet set er ReLU ikke-lineær. 
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Det sidste lag foretager den endelige klassifikation ved at bruge en activation function kaldet 

for “softmax”, som udregner en sandsynlighedsfordeling over svarmulighederne8,25,27. 

Softmax-funktionen vil tildele hver svarmulighed et tal mellem nul og en, og summen af alle 

tallene tildelt til hver svarmulighed vil altid være én. Tallene svarer derfor til en procentsats 

for, hvor meget netværket tror, at en given svarmulighed er den rigtige.  

 
Figur 9. Softmax-funktionen. 𝑥" er værdien for vis target-class. Dette bliver divideret med summen af alle værdier til hver 
target-class (inklusiv 𝑥"). På denne måde skaleres alle værdier ned til et tal mellem nul og én, og summen af alle disse tal vil 
være præcis én. Dermed kan netværket tage en entydig beslutning om, hvad den mener billedet viser. 

 

Den samlede arkitektur i et ConvNet kan illustreres som følger:  

 

 

 

 

 
 

 

Figur 109. Arkitekturen på det netværk som Hicks et al. brugte i deres projekt fra denne sommer. Hver rød blok svarer til et 
convolutional layer (Conv), hver blå blok svarer til et batch normalization layer (BatchNorm) og hver gul blok svarer til et 
Rectified Linear Unit layer (ReLU). Hver grøn blok svarer til et pooling layer, og udover dette er der otte residuale blokke 
(lilla), som hver især består af to blokke af et convolutional layer, et BatchNorm layer og et ReLU layer. Til sidst foretages en 
”Prediction” med en softmax-funktion. 

Træning 

Træningen af et neuralt netværk består i at finde de vægte, der giver de bedste activation maps. 

Metoden, der bruges til at finde disse vægte, er relativ simpel og bygger på differentialregning. 

For at netværket kan måle hvor nøjagtigt, det er, definerer man en funktion, som returnerer 

unøjagtigheden af netværket (“loss function”). Efterfølgende finder man gradienten af denne 

loss function, ∇𝑓(𝑥). En loss function er en funktion af flere variabler og kan derfor grafisk 

fremstilles som et bakket landskab. Man bruger gradienten til at finde den retning, hvor bakken 

er stejlest og bevæger sig så en smule i den modsatte retning. At bevæge sig i en retning betyder 
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egentlig, at de kernels og biases, som bliver kombineret med activation maps, bliver ændret. 

Det vil nemlig resultere i den hurtigste minimering af ens loss function, hvilket er ensbetydende 

med, at netværket er mere nøjagtigt29. Om netværket er i stand til at finde en lav værdi for sin 

loss function, afhænger af de parametre, som man vælger, når man designer sit netværk 

(“hyperparameters”).  

Attention mapping 

Læger kan ikke tage beslutninger på baggrund af en computer, der ikke kan begrunde sit svar. 

Dette problem er kendt som “black box”-problemet. ”Black box”-problemet kan mindskes ved 

at bruge attention maps, der giver øget indsigt i, hvordan netværket kommer frem til sit endelige 

output. Attention maps bruges til at få netværket til at pege på de data, som har størst 

indflydelse på dets valg af klassifikation9,11. Jeg vil bruge metoden gradient-weighted class 

activation maps (“Grad-CAM”) til at lave attention maps. Grad-CAM anvendes på det sidste 

convolutional lag, inden softmax-laget giver sit bud på, hvilken kategori billedet tilhører 

(“target class”). Ud fra dette sidste lag produceres et billede (”attention map”), der viser, hvor 

stor betydning de enkelte dele af billedet har haft for valg af target class30 (se Figur 11).  

 

 

 

 

 

 

 

 

Et attention map kan matematisk beskrives som følger31: 

 
Figur 12 (min modificerede version af billede fra 30). Formlen for at producere et attention map med Grad-CAM. 𝛼$%  betegner 
vigtigheden af et activation map for en vis target class 𝑐 og 𝐴$ er disse activation maps. Resultatet bliver kørt gennem en 
ReLU, fordi man ikke er interesseret i de negative værdier, som repræsenterer pixels i billedet, der ikke er vigtige.  

Figur 119. Attention map produceret med Grad-CAM. Billedet er fra Hicks et. al og viser, hvad deres model fokuserede på for 
at evaluere højden af R-takken. Her kan man forholde sig til, hvordan modellen har kigget på billedet, og ikke bare hvad den 
er nået frem til. 
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Projektets udførsel 

Fremgangsmåde 

Mit projekt kan opdeles i følgende fem faser: 

1. Indsamling af data. 

2. Opdeling af data i trænings-sæt og test-sæt. 

3. Træning af det neurale netværk på det forberedte trænings-sæt, herunder ændring af de 

relevante hyperparameters for at minimere loss function. 

4. Test af det neurale netværk på det forberedte test-sæt, der altså indeholder ny data, som 

netværket aldrig har set før. 

5. Fremstilling af attention maps og analysering af disse for at finde ud af, hvad det neurale 

netværk kan se, som mennesker ikke har lagt mærke til før. 

Budget 

Det ConvNet, som mine forskerkontakter (se Hicks et. al9) har brugt til at analysere EKG’er, 

kaldes StevenNet. Efter aftale med mine forskerkontakter lektor, læge Jørgen Kanters og 

civilingeniør og ph.d.-stipendiat Jonas Isaksen på Biomedicinsk Institut, det 

Sundhedsvidenskabelige Fakultet, Panum, får jeg mulighed for at låne deres netværk. 

StevenNet er trænet specifikt til at analysere EKG’er og er meget nøjagtigt9.  

 

Alle de data, jeg skal bruge, findes allerede i patientjournaler, der indeholder både EKG og 

EHRA-klassifikation. Da jeg kan låne et netværk, vil hele mit budget gå til sekretariathjælp til 

at hente journalerne frem i overensstemmelse med GDPR-reglerne. Jeg har i bilag 1 opgjort, 

hvor mange datapunkter der kan findes frem for 20.000 kr. Ifølge mine forskerkontakter skal 

man mindst have et firecifret antal datapunkter for at opnå en rimelig god deep learning-model, 

der rent faktisk bliver i stand til at producere brugbare resultater. Jeg vil derfor gerne fremskaffe 

10.000 datapunkter (som træningsdata) plus 2.000 datapunkter (som testdata), og mit budget 

ser herefter ud som følger: 
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Tidsramme 

Jeg har vurderet, at det vil tage en sekretær to uger at fremfinde de træningsdata, jeg skal bruge. 

Opdelingen af data i trænings-sæt og test-sæt, såvel som træning af det neurale netværk kan 

færdiggøres i løbet af et par uger. Samlet set vurderer jeg, at der vil kunne forventes brugbare 

resultater inden for en måned efter projektstart.  

Diskussion og perspektivering 
Mit projekt vil afklare, om man ved at analysere en patients EKG kan forudse, om en patient 

med atrieflimren vil udvikle symptomer. Hvis min deep learning-model finder frem til, at dette 

er muligt, vil det betyde, at man bliver i stand til at sætte ind med behandling af patienter på et 

tidligere tidspunkt og dermed forhindre de strukturelle permanente skader på atrierne, som 

atrieflimren medfører i længden. Det vil redde liv og spare sundhedssystemer verden over 

mange penge i behandlinger og indlæggelser. Mit projekt kan bane vej for nye 

behandlingsformer og hjælpe med at besvare spørgsmål som følgende: Hvad er årsagen til, at 

nogle patienter får symptomatisk atrieflimren, når andre ikke gør? Har atrieflimren på længere 

sigt andre og måske forskellige konsekvenser for dem, der er symptomatiske i modsætning til 

asymptomatiske? Under alle omstændigheder vil mit projekt kunne bidrage til forståelsen af 

atrieflimren som sygdom i sin helhed. Mere generelt vil mit projekt bidrage til forståelsen af 

deep learning og demonstrere potentialet for brug af denne teknologi inden for 

lægevidenskaben. 
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Bilag 1: Udregning af hvor mange datapunkter 𝟐𝟎. 𝟎𝟎𝟎 kr. 
rækker til 

 
En arbejdsuge er på 37 timer, og der er i gennemsnit 21 arbejdsdage pr. måned. Derfor er der 

i gennemsnit 21/5 = 4,2 arbejdsuger pr. måned. Det giver 37 ∗ 4,2 = 155,4  arbejdstimer på 

en måned. Månedslønnen for en lægesekretær er 42.000 kr., hvilket svarer til en timeløn på 
!".$$$
%&&,!

= 270,3 kr. Med en timeløn på 270,3 kr. i timen rækker det til præcis "$.$$$
"($,)

= 74 timer, 

som er svarende til to ugers arbejde. Mine forskerkontakter er enige om, at en sekretær vil 

kunne finde to patientjournaler frem i minuttet, og derfor kan det hurtigt udregnes, hvor mange 

datapunkter det svarer til med 20.000 kr. til rådighed: "$.$$$
"($,)

∗ (60 ∗ 2) = 8.879. De 20.000 

kr. rækker altså til 8.879 datapunkter. For at nå op på et firecifret antal datapunkter, som 

anbefalet af mine forskerkontakter, mangler jeg altså mindst 10.000 − 8.879 = 1.121 

datapunkter. En models nøjagtighed skal testes på data, den aldrig har set før, så man er sikker 

på, at den ikke bare kan huske det specifikke billede, du viser den fra trænings-sættet. Så for 

også at have nogle testdata vil jeg gerne skaffe yderligere 12.000 − 8.879	 = 3.121 

datapunkter. På denne måde ender jeg med 12.000 datapunkter, som både gør mig i stand til 

at træne modellen på 10.000 datapunkter og teste modellen på 2.000. Resten af de penge, der 

er nødvendige for at få de sidste 3.121 datapunkter, vil derfor være egenbetaling. For at få 

yderligere 3.121 datapunkter skal jeg betale for ).%"%
(+$∗")

= 26 timer mere. Med en timeløn på 

270,3 kr. bliver det 270,3 ∗ 26 = 7.030 kr. 

 


